eman ta zabal zazu
ZTF-FCT
N Zientzia eta Teknologia Fakultatea
I !

Facultad de Ciencia y Tecnologia
Universidad  Euskal Herriko
del Pais Vasco  Unibertsitatea *%e®

Analisis de modelos estadisticos
para estudios de asociacion
del genoma completo

Trabajo Fin de Grado
Grado en Matematicas

Ania Gorostiza Lépez de Subijana

Trabajo dirigido por
Dae-Jin Lee

Irantzu Barrio

Leioa, 28 de junio de 2016






Indice general

Introduccion

1.

Estudios de asociacion genética

1.1. Conceptos genéticos . . . . . . .. .. ..

1.2. Tipos de estudios genéticos . . . . . .. ... ... ... ...
1.2.1. Estudios de asociacién . . . . . ... ... ... ....

Métodos estadisticos para datos genéticos

2.1. Regresién logistica . . . . . .. ... oo

2.2. Anélisis simple: asociacién entre un SNP y la enfermedad

2.3. Andlisis de multiples SNPs . . . . ... ... ... ... ...
2.3.1. Métodos de regularizacion . . . . . . ... .. ... ..
2.3.2. Eleccién del pardametro de penalizacién . . . . . . . . .

Aplicacién de métodos de regularizacion a datos genéticos
3.1. Descripcién delosdatos . . . .. ... ... ... .. .....
3.2. Estudio del problema mediante métodos de regularizaciéon . .
3.2.1. Comparacion de coeficientes para los tres métodos
3.2.2. Seleccion de A y comparacién de la capacidad discri-
minatoria . . . . ...
3.2.3. Comparativa de resultados en funciéon del parametro
a seleccionado en el método elasticnet . . . . . .. ..

Conclusiones del trabajo

A. Principales comandos de R utilizados

Bibliografia

iii

17
17
19
19

26

32

35

37

39






Introduccion

En este trabajo se introducen técnicas estadisticas que permiten abordar un
tipo de problema genético: los estudios de asociacion del genoma completo
o GWAS (del inglés Genome Wide Association Studies). Estos estudios pre-
tenden identificar las variables genéticas que estdn relacionadas o influyen
en el riesgo de padecer una determinada enfermedad.

La variable respuesta en este tipo de estudios es la ausencia o presencia
de enfermedad. Sin embargo, aunque nos encontremos ante una variable
dicotémica, los métodos de regresién estudiados en la asignatura de “Anali-
sis Multivariante” no serdn adecuados para estos problemas por distintos
motivos:

= Al tratarse de estudios del genoma completo, el nimero de variables
predictoras es muy elevado, en ocasiones mucho mayor que el niimero
de observaciones, lo que dara lugar a un sobreajuste del modelo y a
coeficientes con alta varianza.

» Es necesario estudiar la interaccién entre variables, ya que muchas en-
fermedades son producto de interacciones entre genes. Esta necesidad
se traduce en un aumento en el nimero de variables a introducir en el
estudio.

= Muchas de las variables genéticas estan muy correladas entre si, por
lo que no siempre contamos con variables predictoras independientes.

Es por ello que extenderemos los métodos estudiados en el grado para amol-
darlos a la clase de problemas que nos ocupan.

El trabajo esta dividido en tres partes: en la primera introducimos los con-
ceptos genéticos basicos a tener en cuenta para realizar estudios de asocia-
cién genética. En la segunda parte hacemos un breve repaso del modelo de
regresion logistica y lo extendemos de manera que sea adecuado para abordar
problemas de asociacién del genoma completo. Las extensiones que estudia-
remos son las regresiones “Ridge”, “Lasso” y “FElastic Net”, que mejoraran
el modelo logistico reemplazando el ajuste por méaxima verosimilitud por
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otros ajustes alternativos. En tercer lugar, compararemos los métodos es-
tadisticos introducidos en la segunda parte aplicindolos a una base de datos
genéticos. Este estudio nos permitird observar las propiedades generales y las
diferencias entre las distintas técnicas estadisticas, asi como comprobar su
habilidad para detectar variables genéticas relacionadas con enfermedades.
Al final del trabajo se muestran las conclusiones obtenidas tras la realizacién
del mismo y se adjunta un apéndice en el que se muestra un extracto del
codigo utilizado para realizar el estudio en R.



Capitulo 1

Estudios de asociacion
genética

Los estudios de asociacién genética tienen como objetivo identificar varia-
bles genéticas que influyen o estan relacionadas con padecer una determina-
da enfermedad. En este capitulo explicaremos los conceptos y propiedades
necesarios para poder realizar dicho tipo de estudios.

1.1. Conceptos genéticos

El 4cido desoxirribonucleico (ADN) es la molécula que contiene la informa-
cién genética de todos los seres vivos. Esta molécula consiste en dos cadenas
que se enrollan entre ellas formando una estructura de doble hélice. Cada
cadena estd formada por azicares, grupos de fosfato y bases o nucledtidos.
Las dos cadenas se mantienen unidas por enlaces entre las bases.

El ADN esté a su vez formado por cromosomas, que en la especie humana
son 23 pares: 22 autosomas o pares de cromosomas homologos y un par de
cromosomas que determinan el sexo del individuo. Para cada par de cromo-
somas, se hereda uno de cada progenitor. En organismos diploides como los
nuestros, cada uno de los pares de cromosomas contiene para cada caracter
o rasgo una pareja de genes (o alelos) en posiciones (locus, en plural loci)
andlogas. Llamamos gen a un fragmento de ADN que contiene la informacion
necesaria para construir una determinada proteina, que a su vez controla la
manifestacién de un determinado rasgo. Los alelos, por su parte, son formas
alternativas de un mismo gen, informan sobre un mismo rasgo y ocupan la
misma posicién en los cromosomas homologos. La Figura 1.1 puede ayudar-
nos a entender estos conceptos con mayor claridad.

El genotipo es la combinacion de alelos en el mismo locus para dos cromo-
somas homodlogos. Si denominamos a los dos posibles alelos indicadores de
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CROMOSOMAS HOMOLOGOS

Genes que informan

para los mismos caracteres
ALELOS)

Cromosoma paterno Cromosoma materno

Figura 1.1: Esquema representativo de los conceptos de cromosomas homolo-
gos y alelos. Fuente: http://cienaturales8.blogspot.com.es

un rasgo como “A” y “a”, el genotipo se clasifica en homocigoto, si ambos
alelos son iguales (“AA” o “aa”) o heterocigoto cuando son distintos (“Aa”).
Llamamos fenotipo a la manifestacién externa del genotipo, es decir, a los
rasgos observables en un individuo. Es el resultado de la interaccién entre
el genotipo y el ambiente. La manifestacion de algunos rasgos depende solo
de un par de alelos, pero otros dependen de varios genes. En el contexto
de estudios de asociacién genética que nos ocupa, el fenotipo suele referirse
a si un individuo estd o no afectado por una determinada enfermedad. Lo
denominaremos Y, siendo Y = 1 enfermos, Y = 0 no enfermos.

Un polimorfismo genético son los multiples alelos de un gen entre una po-
blacién, normalmente expresados como diferentes fenotipos. Es la variacién
en la secuencia de un locus determinado del ADN entre los individuos de
una poblacién. Esta variacién debe estar presente en al menos un 1% de
la poblacién para poder considerarse polimorfismo. Aunque la mayor parte
de ellos no tienen efecto sobre el fenotipo, algunos son responsables de las
enfermedades genéticas. Los polimorfismos objeto de estudio més habitua-
les en los estudios de asociacién son los polimorfismos de nucledtido tinico
o SNPs (Single Nucleotide Polymorphysms). Los SNPs son variaciones en el
genoma en las que un unico nucleétido es sustituido por otro, sin afectar a
los nucleétidos colindantes.

Por otro lado, un haplotipo es un conjunto de polimorfismos que tienden
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a heredarse juntos, se puede referir a una combinacion de alelos o a un
conjunto de SNPs que se encuentran en el mismo cromosoma.

Modelos genéticos

Los modelos genéticos describen la relacién entre el genotipo de un individuo
y un rasgo especifico. Un parametro comtinmente utilizado para describir los
modelos genéticos para un rasgo binario es la penetrancia: la probabilidad
de un fenotipo particular Y (p.e. la presencia de enfermedad) condicionada
al genotipo del individuo.

Los modelos genéticos mas comunes son:

= Modelo codominante. Cada genotipo aporta un riesgo de enferme-
dad diferente. P(Y = 1|AA) # P(Y = 1|Aa) # P(Y = 1|aa)

= Modelo dominante. En estos casos es suficiente con que haya una
copia del alelo de riesgo para modificar el riesgo de enfermedad. Su-
poniendo que el alelo de riesgo sea A, P(Y = 1|AA) = P(Y = 1|Aa).

= Modelo recesivo. Hacen falta dos copias del alelo de riesgo para
modificar el riesgo de enfermedad. P(Y = 1|4a) = P(Y = 1|aa).

» Modelo aditivo. El riesgo asociado al heterocigoto es intermedio
entre el asociado a cada homocigoto.

Desequilibrio de ligamento

El desequilibrio de ligamento (LD, del inglés Linkage Disequilibrium) se
refiere a la asociacion entre alelos de diferentes loci en un cromosoma. Hace
referencia a la disposicién no causal de alelos en dos loci, de manera que
estos dos alelos serdn heredados conjuntamente. Este concepto serd muy
util en los estudios de asociacién del genoma completo, como explicaremos
mas adelante. No serd necesario genotipar dos SNPs que estén en alto LD,
ya que el genotipo de los alelos de un SNP se predecira del otro.

Enfermedades mendelianas y enfermedades complejas

Las enfermedades monogenéticas mendelianas son las causadas por la mu-
tacion de un unico gen. Las enfermedades complejas son las causadas por
el efecto de varios genes y de la interaccién entre ellos (epistasis) y con el
ambiente. En estos casos, la presencia de un gen defectuoso no causa nece-
sariamente la enfermedad, pero modifica el riesgo de padecerla. Los modelos
genéticos definidos anteriormente son deterministicos en el caso de las enfer-
medades mendelianas y probabilisticos para las complejas. Es decir, para las
enfermedades complejas el genotipo influye en la probabilidad de desarrollar
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una enfermedad.

Los estudios de asociacién pretenden localizar los genes y sus polimorfismos
que contribuyen a padecer una enfermedad compleja en diferentes ambien-
tes. Para ello, se asume la hipdtesis de “enfermedades comunes-variantes
comunes”, que indica que las enfermedades complejas comunes son la con-
secuencia del efecto combinado de muchos polimorfismos frecuentes en la
poblacion.

Los resultados obtenidos hasta el momento en esta materia solamente han
permitido identificar una pequena parte del riesgo de enfermedad, lo que
lleva a los expertos a pensar que tal vez la hipdtesis de “enfermedades co-
munes—variantes comunes” no sea correcta y que las enfermedades complejas
sean en realidad fruto de variantes infrecuentes [1].

1.2. Tipos de estudios genéticos

Los métodos mas comunes a la hora de identificar y localizar los genes cau-
santes de enfermedades son los andlisis de ligamento genético y los estudios
de asociacion. Los andlisis de ligamento genético han demostrado ser exito-
sos en lo que se refiere a analizar enfermedades mendelianas, pero no han
sido de gran ayuda para detectar genes asociados a enfermedades comple-
jas [2]. Es por ello que en este trabajo nos centraremos en los estudios de
asociacién.

1.2.1. Estudios de asociacién

Estudian la relacién entre el genotipo y el fenotipo, siendo este dltimo en-
fermo o no enfermo. Lo hacen buscando los loci para los cuales los alelos
varian entre los individuos sanos y los enfermos. Diremos que un locus estéa
asociado con una cierta enfermedad si distintos genotipos tienen distribu-
ciones estadisticamente diferentes en los individuos enfermos y en los que no
lo estan.

Las mayores ventajas de estos estudios frente a los anteriores son la capaci-
dad de detectar los pequenos efectos de las variantes comunes y la posibilidad
de utilizar muestras de individuos no relacionados en lugar de familias, lo
cual permite que las muestras sean de mayor tamano, aumentando el poder
de deteccion. Dentro de los estudios de asociacién también hay diferentes mo-
delos dependiendo del nimero de SNPs estudiados y de las hipétesis previas:

Estudios de genes candidatos: consisten en aplicar conocimientos bioldgi-
cos o estudios anteriores para escoger aquellos genes sobre los que exista
cierta evidencia de que puedan estar relacionados con una enfermedad. Se
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estudiaran entre 5 y 50 SNPs pertenecientes a cada gen.

Genome Wide Association Studies (GWAS): son estudios de aso-
ciacién de todo el genoma que pretenden determinar qué SNPs se asocian
con la enfermedad, sin la necesidad de establecer ninguna hipétesis previa.
Estos estudios son posibles gracias a los avances hechos en técnicas de se-
cuenciacion, que han permitido que secuenciar el genoma sea un proceso
menos costoso tanto en términos temporales como econdémicos. La ausencia
de hipétesis previas permite examinar todas las diferencias existentes en el
genoma, lo cual aumenta la probabilidad de encontrar los genes relacionados
con la enfermedad.

Una vez encontramos un SNP asociado con la enfermedad, pueden ocurrir
diferentes cosas: que el SNP esté realmente asociado con la enfermedad, que
los resultados sean erréneos por problemas de la estratificacién poblacional
o que el SNP encontrado esté en desequilibrio de ligamento con algiin SNP
realmente relacionado con la enfermedad.

Recalcamos la importancia del concepto de LD en los estudios de asocia-
cién, ya que permiten que no sea necesario genotipar la variante causal para
detectar la asociacion. La Figura 1.2 ilustra lo anterior: aunque no seamos
capaces de detectar las dos asociaciones directas, si ambos loci estan en alto
LD, probablemente podamos detectar la asociacién indirecta entre el SNP
marcador y el fenotipo de enfermedad.

fenotipo enfermedad

asociacién indirecta asociacién directa

1 asociacién directa

haplotipo i

marcadorgenotipado marcador causal no observado

Figura 1.2: Deteccién de asociaciones indirectas.

Los GWAS presentan ciertas limitaciones, y hasta el momento no han da-
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do los resultados que de ellos se esperaban. Algunos de los problemas que
presentan son los siguientes:

Hay un elevado ntimero de variables predictoras en relacion con el
nuimero de observaciones. Tengamos en cuenta que la cantidad de SNPs
introducidos en el estudio serd mayor que 300.000.

Habra casos en los que la variacién genética tenga que interactuar con
algun factor ambiental para dar lugar a la enfermedad, y otros en los
que el riesgo de padecer una enfermedad dependa de la interaccién
gen—gen. Los GWAS permiten introducir este tipo de variables en el
estudio, pero el nimero de interacciones a estudiar serd muy elevado.

Al explorar tantos SNPs, hay un alto riesgo de considerar influyentes
variables que en realidad no lo son.

La hipétesis de “enfermedades comunes-variantes comunes” en la que
se apoyan estos andlisis deja fuera del estudio variantes que aparecen
en menos de un 1% de la poblacién. No podremos medir el efecto de
estas variantes raras sobre la enfermedad.



Capitulo 2

Métodos estadisticos para
datos genéticos

En este capitulo introduciremos los métodos estadisticos utilizados para de-
tectar relaciones entre un SNP y la presencia o ausencia de enfermedad en el
contexto de GWAS. Como ya hemos adelantado, uno de los mayores incon-
venientes en los estudios del genoma completo es el alto nimero de variables
a estudiar: cientos de miles de SNPs genotipados en muestras de miles de
individuos.

Dado que la variable respuesta de nuestro estudio genético sera dicotémica,
en concreto:

v 0 para individuos sanos
1 para individuos enfermos

haremos uso del modelo logistico para estudiar la asociacién entre variables
predictoras y la variable respuesta Y.

2.1. Regresion logistica

En primer lugar, vamos a introducir la regresiéon logistica multiple. Dadas
una variable respuesta dicotémica Y y las variables predictoras X1, Xa, ..., X,
buscamos un modelo capaz de explicar la probabilidad p(X) = Pr(Y = 1/X),
con X = (Xl, X2, ceey Xp)

Aunque no podemos explicar la probabilidad con un modelo de regresion
lineal p(X) = Bo + S1X1 + ... + BpXp, ya que toma valores en toda la rec-
ta real, si que podemos modificarlo para obtener resultados en el intervalo
(0,1). Usaremos el siguiente modelo al que denominamos “logit”:

p(X)
1 —p(X)

7

logit(p(X)) = In ( ) = Bo+ b1 X1+ ... + BpXp. (2.1)
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Dada una muestra de tamafno n, podemos escribir el modelo como:

p(xi)

logit(p(X = x;)) = In (1—Mxi)

) = Bo + Brxin + ... + Bpxip.

Para estimar los pardmetros ; con j € {1,2,...,p} maximizaremos la fun-
cion de verosimilitud, que en el caso que nos ocupa es:

n

1(B) = [ ] peei)¥ (1 = p(xi)) ', (2.2)

=1

cuyo resultado es el mismo que el obtenido al maximizar el logaritmo ne-
periano de la funcién de verosimilitud (funcién de log—verosimilitud) o mi-
nimizar la log—verosimilitud negativa, funcién a la que a partir de ahora
denotaremos como L,

L(B) = —In(i(8)- (2.3)
Significatividad de las variables

Para estudiar si las variables predictoras son significativas se realiza un test
de razon de verosimilitudes. Se quieren contrastar las hipotesis:

Hy:pi=pr=..=0p=0 (modelo Mj)
Hy:3je€{1,2,...,p}/B; #0 (modelo Mj)
El estadistico que utilizamos para hacer el contraste es:
G = D(Mo) — D(M;) = X2,

donde D es la deviance del modelo: un estadistico que nos permite comparar
el modelo estimado con el modelo completo (aquel que ajusta perfectamente
los datos, con un pardmetro por observacién) y que se define como:

D = —2ln<

verosimilitud(m. estimado)
verosimilitud(m. completo) / -

Interpretacion de los parametros

La interpretacién de estos pardmetros se hace mediante el “Odds Ratio” (OR),
definido como OR = €%, y es la siguiente:

= X; variable dicotémica: el OR representa el aumento de la proba-
bilidad de éxito en individuos con X; = 1 frente a aquellos con X; = 0
cuando el resto de variables se mantienen constantes.

= X, variable continua: OR indica cudnto aumenta el riesgo por uni-
dad de aumento de X, cuando las demds variables se mantienen cons-
tantes.
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Observamos que un valor del OR mayor que uno significa que el correspon-
diente factor aumenta el éxito, menor que uno lo disminuye y uno no afecta.
Asi, cuando el intervalo de confianza de un determinado OR contenga a 1,
la variable correspondiente no serd significativa.

Bondad de ajuste del modelo

Recordemos que el modelo logistico predice la probabilidad de que un indi-
viduo esté enfermo dadas unas ciertas caracteristicas. Sera necesario definir
un punto de corte o umbral ¢ a partir del cual consideremos que el individuo
esta enfermo. Es decir, habra que decidir cudl es el valor de c tal que:

Dada una base de datos, dividiremos las observaciones en dos subconjun-
tos: el “conjunto de entrenamiento”, con ne observaciones y el “conjunto de
test”, con n; observaciones, de forma que n = ne +n;. En general, la propor-
cién de datos en el conjunto de entrenamiento serd mayor que en el conjunto
de test. Si utilizamos tinicamente el primer conjunto para ajustar el modelo,
podremos utilizar el conjunto de test para comprobar la capacidad de dis-
criminacién del modelo para observaciones fuera de muestra. Tras dividir la
base de datos en dos subconjuntos, ajustaremos el modelo con el conjunto
de entrenamiento. Aplicaremos el modelo ya ajustado al conjunto de test y
compararemos los resultados obtenidos con los observados. Asi obtendremos
los valores de la Tabla 2.1, y a partir de ella calcularemos los valores de la
sensibilidad y la especificidad.

Estimados
Observados 0 1
0 Verdadero Negativo Falso Positivo VN+FP
1 Falso Negativo Verdadero Positivo | FN+VP
VN+FN FP4+VP ny

Tabla 2.1: Tabla de clasificacién en la muestra de test

VP
= Sensibilidad: Se = VETFN’ la proporcién de éxito clasificados co-
rrectamente.
E ificidad: E VN 1 i6n de f lasificad
= Especificidad: Es = ————, la proporcién de fracasos clasificados
P FP+ VN PP

correctamente.
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Observamos que los valores de la tabla cambiaran con el punto de corte ¢
elegido.

A continuacion, definiremos una medida basada en la sensibilidad y la es-
pecificidad denominada curva ROC (Receiver Operating Characteristics).
Considerando “Se” como eje de ordenadas y “1 - Es” como eje de abscisas,
podemos marcar la sensibilidad y especificidad correspondientes a cada po-
sible valor del punto de corte c. Si unimos todos esos puntos, obtendremos
la denominada “curva ROC”.

Sensibilidad

1-Especificidad

Figura 2.1: Ejemplo de curva ROC

Cuanto mas arriba esté un valor en el espacio de la curva ROC, mayor serda
la sensibilidad, y por lo tanto, el valor del punto de corte ¢ correspondiente
dara lugar a menos falsos negativos. Cuanto més a la izquierda esté, mayor
sera la especificidad y menor el nimero de falsos positivos.

Podemos también definir el drea bajo la curva ROC o AUC (Area Under
de Curve), que mide la capacidad de discriminacién del modelo. Observa-
mos que este valor estd entre 0y 1. Un valor de AUC= 0,5 indica clasificacién
al azar, mientras que AUC= 1 significa que el clasificador es perfecto.

Es importante recordar que hemos construido la curva ROC en base a una
muestra, por lo que no es si no una estimacion de la curva real.

La Figura 2.2 ilustra el proceso para medir la capacidad de discriminaciéon
de un modelo logistico.
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conjuntode

. conjunto detest
entrenamiento

ajustar | el modelo
aplicarmodelo paraobtener

AUCYy tabla de clasificacion

| logit(p(X))=Bo+ BiX: + ... + BeXs

Figura 2.2: Proceso para medir capacidad de discriminacién de un modelo
logistico

2.2. Analisis simple: asociacién entre un SNP y la
enfermedad

Podemos analizar la asociacién de cada SNP con la enfermedad de manera
independiente, aunque estaremos perdiendo informacién interesante prove-
niente de la interaccién entre SNPs.

Para cada SNP, queremos contrastar las siguientes hipdtesis:

Hj : no estd relacionado con la variable respuesta
H1 : esta relacionado con la variable respuesta

Podemos presentar la informacién genética de cada SNP mediante una tabla
de contingencia 2 x 3 como la siguiente:

aa | Aa | AA
Enfermos ro | 1| T

No enfermos | sg | s1 S9

El modelo logistico correspondiente seréa:

Dada Y la variable respuesta definida como

v 0 para individuos sanos
1 para individuos enfermos

y X una variable discreta que puede tomar las modalidades AA, Aa y aa,
podemos definir las variables indicadoras:
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1st X =AA 1si X = Aa
Xaa = , y Xaa = ,
0si X #AA

que indican la pertenencia a la modalidad sefialada, tomando como refe-
rencia el genotipo “aa”.

El modelo de regresién logistica es:

logit(p(X)) = Bo + BaaXaa + BaaXaa- (2.4)

Tras estimar los valores de los diferentes 3 por el método de maxima verosi-
militud, podemos realizar un test de razén de verosimilitudes para estudiar
si la covariable X es significativa.

2.3. Analisis de multiples SNPs

Aunque el estudio anterior puede ofrecernos informaciéon a cerca de las va-
riables relacionadas con una enfermedad, es conveniente considerar conjun-
tamente la asociacién entre varios SNPs y la misma, asi como introducir
covariables e interacciones. Sin embargo, este tipo de consideraciones aca-
rrean un gran problema al que tendremos que dar soluciéon: hay un elevado
ntumero de variables, muy superior al de observaciones (n << p). Es decir,
estamos ante un problema de alta dimensién.

Los métodos de regresiéon habituales no son vélidos para analizar este ti-
po de problemas, ya que generarian unos coeficientes que ajustarian muy
bien los datos, dando lugar a un sobreajuste y una gran variabilidad: pe-
quenios cambios en los datos darfan lugar a grandes cambios en el modelo.
Vamos a estudiar procesos alternativos para ajustar el modelo logistico evi-
tando el sobreajuste y mejorando la interpretabilidad del modelo. Con la
interpretabilidad del modelo nos referimos a que en un modelo con tantas
variables predictoras, habrd muchas que estén poco relacionadas con la va-
riable respuesta y serd més facil interpretar un modelo en que solo se tengan
en cuenta las que influyen en la respuesta.

Una manera de afrontar el problema es aplicar técnicas de seleccion de va-
riables como “Best Subset Selection” o “Stepwise Selection”, que consisten
en identificar un subconjunto de las variables predictoras relacionadas con
la respuesta y ajustar el modelo para ese subconjunto [4, capitulo 6.1]. Sin
embargo, estas técnicas sufren a menudo de alta variabilidad. Otros méto-
dos disponibles son las técnicas de regularizacion o shrinkage, que ajustan
el modelo con todos los predictores, pero fuerzan los coeficientes predichos
hacia cero. Ademads, veremos que hay métodos de regularizaciéon que ayudan
a la seleccién de variables.
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2.3.1. Meétodos de regularizacién

En nuestro contexto de GWAS, estamos interesados en ajustar un modelo
de regresién logistica como el descrito anteriormente en la Ecuacién (2.1),
pero evitando el sobreajuste proveniente de la gran cantidad de variables
predictoras. Para ello, ademas de minimizar la log-verosimilitud negativa
de la Ecuacién (2.3), aplicaremos una penalizacién sobre los coeficientes
Bj, controlada a través de un pardmetro de penalizacién. Explicaremos a
continuacién las técnicas de regresion ridge, lasso y elastic net en el contexto
de regresién logistica.

Regresion Ridge
Fue introducida en 1970 por Hoerl y Kennard [5]. Dado el Modelo (2.1), los

~ rid N .
coeficientes ,Bm 9 = ( Sldge, e gldge) estimados se obtienen de minimizar
la funcién:
P
Lyiage = L(B) + XY _ 87, (2.5)
=1

donde A > 0 es el parametro de penalizacién y determina la fuerza de pe-
nalizacién (A = 0, no hay penalizacién, A — oo, todos los pardmetros se
contraen hacia cero).

La regresion ridge busca coeficientes que se ajusten bien a los datos, mi-
nimizando la log—verosimilitud negativa. Pero el segundo término, A ; ﬁjz,
llamado término de penalizacién, tiene el efecto de contraer los coeficientes
B1,...,0p hacia cero, ya que la penalizacién es menor cuanto més cercanos a
cero sean los 3;. Observamos que no imponemos penalizacién al coeficiente
Bo, ya que no muestra la relacién entre una variable concreta y la respuesta.
Cada valor de A dard lugar a un conjunto de coeficientes estimados B;ldge,
y elegir el A\ adecuado sera crucial.

Regresion Lasso

La regresién lasso (least absolute shrinkage and selection operator) fue in-

troducida por Tibshirani en 1996 [6] y es una manera alternativa de ajustar
A1
el modelo logistico (2.1). En este caso estimamos los coeficientes 3 s _

(Blasso, ..., Bll,“ss") minimizando la funcién
P
Llasso = L(ﬂ) + )\Z ’,B]| . (26)
j=1

El término de penalizacién en este caso es A > j |8;], es decir, el método lasso
usa una restriccién de norma /1 mientras el método ridge usa una ls.
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Esta técnica no solo contrae los coeficientes hacia cero, si no que fija al-
gunos en cero si el valor de A\ es adecuado. Asi, lasso hace también seleccion
de variables, dando lugar a modelos mas faciles de interpretar y mostrando
qué variables tienen mayor relacién con la variable respuesta. Dependiendo
del valor de A tendremos modelos con distinto niimero de variables.

Regresion Elastic Net

Propuesto en 2005 por Zou y Hastie [7], es un método que combina la penali-
zacion I de lasso y la Iy de ridge. Como ya hemos mencionado anteriormente,
en los GWAS podemos encontrar SNPs que aunque no estén fuertemente re-
lacionados con la enfermedad, estén en desequilibrio de ligamento con SNPs
influyentes. En este contexto, es interesante aplicar una técnica de regresion
capaz de representar a todos los SNPs asociados con el SNPs causante, para
poder estudiarlos mas adelante meticulosamente.

La penalizacién lasso escoge una sola de las variables altamente correladas y
descarta el resto. La penalizacion ridge tiene una propiedad de agrupamiento
que tiende a contraer los coeficientes de las variables correladas conjunta-
mente, generando para ellas coeficientes estimados parecidos. El método que
presentamos a continuacién tiene un término de penalizacién que combina
la norma 1, que dard lugar a seleccién de variables con la norma I3, con
la que mantendremos la propiedad de agrupamiento del método ridge ([8],

[14]).

. ~ en
Los coeficientes 3 = ( A ﬁe”) estimados se obtienen minimizando la
funcién:

Len +>\Z[ (1-a)s? +a|5jy] (2.7)

Recordando que |[B]1 = >_, [85] v 118113 = > BJZ, podemos escribir la ecua-
cién anterior como:

Len—Lw)H(l 2+aHBH1>-

La penalizacion elastic net es equivalente a la penalizacién lasso cuando
a =1y a la penalizaciéon ridge cuando o = 0.

2.3.2. Eleccién del parametro de penalizacion

La eleccién del parametro de penalizacion A es crucial cuando aplicamos esta
clase de métodos, ya que determina la magnitud de los coeficientes por un
lado, y el nimero de variables que formardn parte del modelo por el otro.
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La manera habitual de proceder es mediante validacién cruzada: selecciona-
mos primero unos posibles valores para A\, computamos el criterio de vali-
daciéon cruzada para cada uno de ellos y seleccionamos el mejor en base al
criterio. Por tltimo, reajustamos el modelo utilizando todas las observacio-
nes y el A seleccionado.

Validacion cruzada

La validacién cruzada es una técnica que nos permite validar pardmetros es-
tadisticos. Podemos utilizarla para comparar distintos métodos o un mismo
método con diferentes niveles de flexibilidad, y seleccionar el més adecua-
do. Consiste esencialmente en dividir el conjunto de observaciones en dos
subconjuntos: el conjunto de entrenamiento, con el que ajustamos el modelo
y el conjunto de validacién, con el que validamos el parametro estadistico
considerado, computando un criterio previamente establecido. Un criterio
comun en problemas de clasificacion con respuesta binaria es el de minimi-
zar la deviance de los residuos.

Uno de los procedimientos de validacion cruzada maés usuales es el “k-fold
cross-validation”, que se aplica como sigue: en primer lugar, dividimos las
observaciones en k grupos de igual tamano de forma aleatoria. Ajustamos
el modelo con los datos de todos los grupos excepto el primero y aplicamos
el modelo a este primer grupo, obteniendo el valor Devq, que es el valor
de la deviance de los residuos para los datos del primer grupo. Volvemos a
ajustar el modelo, pero tomando ahora como conjunto de entrenamiento las
observaciones de todos los grupos excepto el segundo. Utilizamos el segundo
grupo como conjunto de validacién para obtener el valor Devy. Repetimos
este proceso k veces, usando cada vez un grupo como conjunto de validacién.
En la Figura 2.3.2 se ilustra el proceso anterior. El valor de k mas utilizado
es k= 10.

Por ultimo, computamos la deviance de validacion cruzada:

k
1
CVk = E Z Devi (2.8)

=1

En el momento de decantarnos por un método o un nivel de flexibilidad,
elegiremos aquel para el que el valor C'V}, sea menor.
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123 n

Dividir observaciones en {} k grupos

Figura 2.3: Esquema del proceso k-fold cross-validation. En azul, los conjun-
tos de entrenamiento de cada iteraciéon y en naranja los de validacién.



Capitulo 3

Aplicacion de métodos de
regularizacion a datos
genéticos

En este capitulo presentaremos un estudio realizado sobre una base de da-
tos genéticos con el objetivo de trabajar con los tres métodos de regresién
penalizada propuestos en el capitulo anterior y comparar sus propiedades.
Realizaremos un estudio de asociacién en una regién genética relacionada
con la enfermedad de estudio. Nuestro objetivo sera identificar las variables
genéticas que influyen o estan relacionadas con la enfermedad, usando para
ello técnicas de regresion penalizada.

3.1. Descripcién de los datos

En este estudio hemos usado los datos utilizados por Ayers y Cordell [8].
Estos consisten en observaciones de 2000 individuos, la mitad de los cua-
les estan afectados por una determinada enfermedad. Para cada individuo,
se dispone del genotipo correspondiente a 228 SNPs de la regién genéti-
ca CTLA4 . Cabe destacar que como Ayers y Cordell simularon los datos,
conocemos la posicion de los verdaderos SNPs causales. A continuacién mos-
tramos un extracto de la base de datos, que cuenta con 2000 observaciones
de 129 variables. Cada una de las variables representa lo siguiente:

= La variable respuesta “Fenotipos” es dicotémica y toma el valor 0 para
individuos sanos y el valor 1 para los afectados por la enfermedad.

*Regién genética codificadora de proteinas. Las mutaciones en esta regién han sido
asociadas a la diabetes mellitus insulina-dependiente, la enfermedad de Graves, la tiroiditis
de Hasmimoto, la enfermedad celiaca, el lupus eritematoso sistémico y otras enfermedades
autoinmunes. http://www.igb.es/reumatologia/fichas/ctla.html

17
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= Las demds 128 variables predictoras corresponden a los loci de cada
uno de los SNPs considerados. Estan codificadas como 0, 1, 6 2 segin
el niimero de alelos de referencia.

Fenotipos | V1 | V2 | V3 | V4 | V5| V6 | V7 | V& | V9
1 0 0 0 0 0 0 1 0 0
0 0 0 0 0 1 0 2 0 0
0 0 0 0 0 0 0 2 0 0
1 2 1 2 2 0 1 2 2 2
1 2 2 2 2 0 0 2 2 2

Tabla 3.1: Extracto de la base de datos

Los SNPs causales se corresponden con las variables V14, V46, V98, V164
y V176, que influirdn conjuntamente en el riesgo de padecer la enfermedad.

Ademds de los datos de los genotipos y los fenotipos, contamos con un
archivo que almacena los p-valores correspondientes a un test simple para
estudiar la asociacién individual de cada SNP con la enfermedad. Hemos
representado graficamente en la Figura 3.1 el valor negativo del logaritmo
neperiano de cada uno de los p-valores, asi como las posiciones de los ver-
daderos SNPs causales (lineas verticales).
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Figura 3.1: Representacion de los p-valores correspondientes a cada SNP.

Los elementos mas relacionados con la enfermedad de manera individual,
es decir, aquellos con menor p-valor, seran aquellos situados en la parte
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mas alta del eje ordenado. Pero hay muchos valores muy significativos y es
dificil distinguir que hay 5 loci causales y cudles son. Esta observacién nos
lleva a plantearnos el uso de los métodos de regularizacion para localizar las
posiciones o loci de los SNPs relacionados con la enfermedad.

3.2. Estudio del problema mediante métodos de
regularizaciéon

Para aplicar los métodos de regularizacién estudiados en el capitulo anterior,
haremos uso del paquete de R glmnet, que permite ajustar modelos logisticos
por méaxima verosimilitud penalizada. Bastarda con indicar el valor de «
deseado, siendo « el pardmetro de la penalizacién elastic net:

(1—a)/2|8I3 + allBllx

para aplicar cada una de las técnicas de penalizacién. En el Apéndice A
mostramos algunos de los comandos que hemos utilizado.

Vamos a realizar el estudio en tres partes:

= En primer lugar, aprovecharemos que conocemos las posiciones de los
verdaderos SNPs causales para comparar los coeficientes estimados por
cada una de las técnicas. En este caso podremos escoger el pardmetro
de penalizacion manualmente, basandonos en nuestro conocimiento de
los loci causales.

= Como dichas posiciones seran en general desconocidas, tendremos que
usar validacién cruzada para escoger un valor adecuado para el parame-
tro A. En la segunda parte escogeremos el pardametro de penalizacién
por validacién cruzada y compararemos la capacidad discriminatoria
de los tres métodos de regularizacion.

= Por iltimo, haremos una comparativa de resultados en funcién del
parametro a.
3.2.1. Comparacion de coeficientes para los tres métodos

En esta seccién trabajamos con la funcién glmnet, que ajustara nuestro
modelo 100 veces, para 100 valores de penalizacion A diferentes. La secuencia
de valores de A es dependiente del método.

Regresion lasso

Fijamos o = 1 y obtenemos los resultados que se muestran a continuacion.
En la Figura 3.2 se muestra la evolucién del vector de coeficientes respecto
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Figura 3.2: Coeficientes del método en funcién del nivel de penalizacion

a los valores de In(\). El grafico nos permite observar distintos aspectos
interesantes como por ejemplo:

= Los coeficientes de qué variables son los primeros en tomar el valor
cero.

= De qué manera disminuye el nimero de variables consideradas por el
modelo a medida que aumenta la penalizacién.

= Como disminuye también el tamano de los coeficientes.

Escogemos seis de los cien valores de A considerados por glmnet y mostramos
en la Figura 3.3 los coeficientes estimados por el método para cada uno de
ellos. Ademas de eso, indicamos con lineas horizontales la posicién de los
verdaderos marcadores causales. Observamos que a medida que A decrece
(la penalizacién sobre los coeficientes disminuye), hay mds variables que
entran en el modelo y ademds los coeficientes de las mismas crecen. Segin
apreciamos en la Figura 3.3, un valor de A en torno a 0,02 — 0,05 seria
adecuado para estos datos, ya que el modelo consideraria un marcador para
cada verdadera variable causal.

Eligiendo los parametros de penalizacion A = 0,05034 y A = 0,01986, el mo-
delo contara con 6 6 10 variables respectivamente, como podemos observar
en la Figura 3.4. Concretamente, las variables seleccionadas para los valores
de A considerados han sido las siguientes (marcamos con un asterisco los
SNPs verdaderamente causales):
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Figura 3.3: Coeficientes del modelo lasso para distintos valores de A

» Para A = 0,05034: V5, V40, V88, *V164, V170, *V176.

= Para A\ = 0,01986: V5, V7, *V14, V40, V75, V88, V139, *V164,
V170, ¥V 176.

El método ha localizado 2 y 3 de las 5 variables causales respectivamente.
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Figura 3.4: Numero de coeficientes para regresion lasso con A = 0,05034 y
A =0,01986

Regresion ridge

En este caso, aunque nuestro parametro de penalizaciéon haga que los coefi-
cientes se contraigan a cero, no conseguiremos modelos dispersos (llamamos
asi a los modelos con muchos coeficientes iguales a cero), si no modelos con
coeficientes muy pequenos.

La Figura 3.5 muestra los coeficientes correspondientes a seis valores dis-
tintos de A. Se observa cémo para valores grandes de A, algunos de los
coeficientes son practicamente nulos (observar la escala) y a medida que
imponemos una menor penalizacion, los coeficientes crecen. Aunque obten-
gamos coeficientes muy pequenos no podemos considerar que el modelo sea
disperso, por lo que serda mas dificil alcanzar nuestro objetivo de localizar
las variables relacionadas con la enfermedad que utilizando el método lasso,
que nos indicard directamente cudles son las variables mds convenientes a
tener en cuenta.

Regresion elastic net

Elastic net admite cualquier valor de o entre 0 y 1, en este apartado es-
cogeremos el valor o = 0,5, dando la misma fuerza a la norma [; y a la
lo. Ajustamos el modelo con la funcién glmnet y considerando seis valores
diferentes para la penalizacion A.
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Figura 3.5: Coeficientes del modelo ridge para distintos valores de A

Este método hace seleccién de variables, pero de una manera méas mode-
rada que lasso. Esta tendencia se hace visible comparando el nimero de
coeficientes distintos de cero estimados para cada uno de los 100 valores A
por el método lasso y el método elastic net con a = 0,5. En la Figura 3.6
mostramos el namero de coeficientes no nulos estimados por ambos métodos
en funcién de sus correspondientes secuencias de 100 valores de A ordena-
dos de mayor a menor penalizacién. El método lasso tiende a estimar més
valores como nulos.
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Figura 3.6: Nimero de coeficientes no nulos en funcién de las secuencias de
los 100 valores de A ordenados de mayor a menor penalizacion.

FEn la Figura 3.7 se muestran los coeficientes estimados por el método elastic
net para seis valores diferentes de A. De entre ellos, los que mejor parecen
reconocer los loci causales son el segundo y el tercero. El modelo ajustado
para A = 0,10068 considera 23 de las 228 variables y es capaz de localizar 4
de los 5 SNPs causales. El modelo con A = 0,05249 por su parte, considera
30 variables, localizando ademaés todos los SNPs causales.

Comparacion de los resultados

Tras analizar los coeficientes obtenidos con cada una de las tres técnicas de
regularizacién, podemos concluir lo siguiente:

= Los métodos lasso y elastic net, al contrario que el método ridge, han
realizado seleccién de variables, lo cual es muy beneficioso para nuestro
objetivo de encontrar los SNPs relacionados con la respuesta.

= El método elastic net selecciona mas variables que lasso. De esta ma-
nera, serd mas facil seleccionar las variables influyentes en el fenotipo,
pero a cambio estaremos incluyendo en el modelo mas variables que,
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aunque tengan relacién con la enfermedad, no sean las variables cau-
sales buscadas.
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Figura 3.7: Coeficientes del modelo elastic net para distintos valores de A
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Figura 3.8: Nuimero de coeficientes para regresion elastic net con A = 0,10068
y A = 0,05249

3.2.2. Seleccién de )\ y comparacién de la capacidad discri-
minatoria

En el apartado anterior hemos aprovechado que conocemos las posiciones
de los SNPs causales para elegir manualmente un valor de A que se adecue
a nuestro problema. Sin embargo, éste no sera el procedimiento habitual, ya
que dichos loci seran desconocidos. En caso de estar buscando las posicio-
nes de los SNPs relacionados con la enfermedad, elegiremos el pardmetro de
penalizacion mediante el método de validacién cruzada. El paquete glmnet
incluye una funcién que combina funcién glmnet que usdbamos anteriormen-
te con la validacién cruzada: la funcién cv.glmnet. Esta funcién nos indicara
el valor de A méas adecuado en el sentido de minimizar C'Vjy de la Ecuacién
(2.8) y ajustard el modelo por méxima verosimilitud penalizada.

En este apartado, ademas de aplicar las tres técnicas de regularizacién esco-
giendo el parametro de penalizacion por validacion cruzada, vamos a com-
parar los tres métodos fijdndonos en las variables consideradas, los valores
del AUC y las tablas de clasificacién. Para ello, empezaremos por dividir los
datos aleatoriamente, de manera que tengamos un conjunto de entrenamien-
to con 1500 observaciones y otro de test con las 500 restantes. Ajustaremos
los modelos aplicando la funcién cv.glmnet a los datos del conjunto de en-
trenamiento y aplicaremos los modelos ajustados al conjunto de test para
computar los valores del AUC y las tablas de clasificacién. La Figura 3.9
muestra un esquema de dicho proceso.
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1500 observaciones 500 observaciones
(75%) (25%)
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Figura 3.9: Proceso para comparar los métodos

Regresion lasso

Si llevamos a cabo ese proceso para « = 1, es decir, para el método lasso,
concluimos que el valor de @ que minimiza la deviance de los residuos es
A = 0,00922. En la Figura 3.10 vemos como, en efecto, la menor deviance
de validacién cruzada C'Vig se corresponde con el A seleccionado.

Ajustando el modelo para dicho A, obtenemos un modelo disperso cuyo

vector de coeficientes Blasso tiene 15 elementos no nulos: el correspondiende
a Bo y los correspondientes a las variables V'5, V30, V40, *V46, V67, V79,
V88, V139, V160, *V164, V170, *V176, V214 y V220. Es decir, tres de las
variables consideradas por el modelo son SNPs verdaderamente causales. En
la Figura 3.11 representamos los coeficientes estimados para cada variable.

Aplicando el modelo ya ajustado al conjunto de test, obtenemos la curva
ROC de la Figura 3.11. En ella se muestran ademas el valor del AUC, el
valor del umbral ¢ que maximiza la suma de la sensibilidad y la especificidad
y los valores de dichos estadisticos para ese punto de corte. La figura indica
que el valor del AUC para el modelo logistico ajustado utilizando la técnica
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Figura 3.10: Deviance de validacién cruzada en funcién de in(\).
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Figura 3.11: Graficos correspondientes a método lasso con A = 0,00922

lasso para la penalizacion A = 0,00922 es de 0,743. Si fijamos el umbral
como ¢ = 0,489, obtenemos los valores de la Tabla 3.2. Observamos que el
modelo ha clasificado correctamente el 69,6 % de las observaciones fuera de
muestra, con una sensibilidad de 0,750 y una especificidad de 0,639.
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Y
Y 0 1
0 156 88
1 64 192

Tabla 3.2: Tabla de clasificaciéon para modelo lasso y ¢ = 0,489

Regresion ridge

Repitiendo el procedimiento anterior con o = 0, obtenemos un modelo que
no realiza seleccién de variables, es decir, cuyo vector de coeficientes BMdge
no tiene ningin elemento nulo. Aunque logremos un modelo con gran ca-
pacidad de prediccién, tendremos complicaciones para decidir cudles son las
variables mas relacionadas con la enfermedad, que es nuestro principal ob-
jetivo.

El valor éptimo para A en este caso serd 0,08798, dando lugar a un mo-
delo cuyo AUC es de 0,733, algo menor que en el caso anterior.

Lambda=0.08798
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Figura 3.12: Graficos correspondientes a método ridge con A = 0,08798

Lo ideal en este caso es considerar que un individuo estd enfermo cuando
la probabilidad de que lo esté supere el 0,5. La Tabla 3.3 muestra cémo
es la clasificacién en ese caso, con un 68,4 % de aciertos en la clasificacién.
Observamos que este modelo clasifica algo peor que el ajustado por lasso, se
percibe sobre todo un aumento en los falsos negativos, es decir, en los casos
en que predecimos que un individuo estd sano y no lo esta.
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Y
Y 0 1
0 165 79
1 79 177

Tabla 3.3: Tabla de clasificacién para modelo ridge y ¢ = 0,5

Regresion elastic net

Ajustamos ahora el modelo para a = 0,5. En la seccién 3.2.3 compararemos
los resultados obtenidos para diferentes valores del parametro «. El valor
de A mas adecuado en este caso es 0,02437. En la Figura 3.13 se muestran
los coeficientes estimados para cada marcador. En este caso, el modelo ha
considerado 29 variables predictoras, localizando todos los SNPs causales
excepto al correspondiente a V'14.
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Figura 3.13: Graficos correspondientes a método elastic net con A = 0,08798

En cuanto a la capacidad predictiva del modelo, contamos con un AUC de
0,745. La tabla de clasificacién al considerar ¢ = 0,506 es la que se muestra
en la Tabla 3.4 e indica que el modelo ha predicho correctamente un 70,2 %
de los resultados fuera de muestra.

Tabla 3.4: Tabla de clasificaciéon para modelo elastic net y ¢ = 0,506

Y
Y 0 1
0 163 81
1 68 188
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Comparacion de los resultados

Las conclusiones que podemos extraer después de ajustar los modelos para
valores de penalizacion A escogidos por validacién cruzada son las siguientes:

= cv.glmnet nos ha proporcionado valores de A muy adecuados con los
que llevar a cabo los métodos de regularizacién sin necesidad de cono-
cer previamente los marcadores causales.

» Las técnicas lasso y elastic net han dado lugar a modelos con una
capacidad predictiva ligeramente mayor (0,743 y 0,745 frente a 0,733).
Podemos observar esta diferencia en la Figura 3.14.

= Al igual que antes, los métodos lasso y elastic net han ayudado a
la seleccién de variables, facilitando nuestro proposito de localizar los
SNPs causales. Ademads, han mostrado eficiencia localizandolos.
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Figura 3.14: Curvas ROC para los distintos métodos.

Llegados a este punto, parece que el método ridge no servird para cumplir
nuestro propédsito de localizar los SNPs relacionados con la enfermedad. Sin
embargo, habra que realizar un estudio mas exhaustivo para decidir si el
método lasso es el mas apropiado para abordar el problema o si es preferible
aplicar elastic net.
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3.2.3. Comparativa de resultados en funciéon del pardmetro
a seleccionado en el método elastic net

Vamos a comparar algunos aspectos de la regresién lasso y elastic net pa-
ra diferentes valores de a. Para llevar a cabo esta parte del estudio hemos
considerado los siguientes valores de « : 1 (equivalente a lasso), 0,75, 0,5,
0,3, 0,1, 0,05 y 0,01 (muy similar a ridge). A partir de la base de datos de
2000 observaciones, hemos generado aleatoriamente 100 subconjuntos de en-
trenamiento de tamano n = 1500 y sus 100 correspondientes subconjuntos
de test con 500 observaciones cada uno. Para cada uno de los siete valo-
res de a considerados, hemos utilizado los subconjuntos de entrenamiento
y la funcién cv.glmnet para seleccionar el parametro de penalizacién A por
validacion cruzada y ajustar el modelo. Asi, hemos ajustado 100 modelos
diferentes para cada valor del pardmetro .

Hemos calculado los siguientes valores para cada método considerado y los
hemos recogido en la Tabla 3.5:

= Los AUC medios de cada modelo.

= La media y desviacién tipica del nimero de SNPs seleccionados por
cada modelo en las 100 simulaciones. Consideramos que una variable
ha sido seleccionada si su coeficiente 5 correspondiente es distinto de
cero, sin embargo, éste puede ser un nimero muy cercano a cero.

= El ntimero de veces que cada modelo ha seleccionado a cada uno de
los SNPs causales a lo largo de todas las simulaciones.

= La media y la moda del nimero de SNPs causales localizados si-
multdneamente por cada modelo en las 100 simulaciones.

= El ntmero de veces que cada modelo ha localizado todos los SNPs
causales a la vez a lo largo de las simulaciones.

» El nimero medio de variables seleccionadas no causales.

Numero de SNPs seleccionados

El nimero de variables (en este caso SNPs) predictoras considerado por
el modelo aumenta a medida que a disminuye, es decir, a medida que la
penalizacion de tipo [ pierde fuerza en favor de la de tipo lo. Este aumento
en el nimero de SNPs seleccionados se traduce también en un aumento de
variables no causales seleccionadas: cuantas més variables consideremos, més
variables poco relacionadas con la respuesta estaremos teniendo en cuenta.
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B [ 1 [o75] 05 ][ 03 ] 01 | 005 | 0,01 |
AUC medio 0,707 | 0,707 | 0,706 | 0,705 | 0,703 0,702 0,700
Promedio de SNPs 17,50 | 27,23 | 36,27 | 44,88 | 74,22 | 101,36 | 178,18
seleccionados y (sd) (4,54) | (4,67) | (5,44) | (7,31) | (12,05) | (13,68) | (13,31)
Nimero de veces V14 30 51 53 59 80 86 90
que ha sido selec- | V46 68 100 100 100 100 100 100
cionado cada SNP | V98 32 85 100 100 100 100 100
causal (%) V164 | 100 100 100 100 100 100 100

V176 71 97 99 100 100 100 100
Media 3,01 4,33 4,52 4,59 4,80 4,86 4,90
moda y 3 4 5 5 5 5 5
sd de SNPs causales (0,88) | (0,64) | (0,50) | (0,49) | (0,40) | (0,35) | (0,30)
identificados
Ntumero de veces que han
sido identificados todos 3 42 52 59 80 86 90
los SNPs causales (%)
Promedio de variables no | 14,49 | 22,90 | 31,75 | 40,29 | 69,42 96,50 | 173,28
causales seleccionadas (4,65) | (4,70) | (5,40) | (7,32) | (12,11) | (13,72) | (13,33)
y (sd)

Tabla 3.5: Resultados tras 100 simulaciones

Frecuencia con la que se seleccionan los SNPs causales

Cuantas mas variables considera el modelo, mas SNPs causales es capaz de
localizar. De esta manera, el método lasso tiende a identificar tres de los
cinco SNPs causales. Si damos el mismo peso a la norma 1 y a la norma [o,
estaremos incluyendo en el modelo todos los SNPs causales en algo méas de
la mitad de los casos, aunque tendremos algunos problemas para identificar
a la variable V14 como causal. A partir de @ = 0,3 Unicamente tendre-
mos dificultades para identificar la variable V14, el resto estardn siempre
consideradas en el modelo.

Capacidad predictiva

Se observa una tendencia a que el AUC disminuya en la medida en que el
valor de « se reduce. Sin embargo, esta disminucién es insignificante y no
seria adecuado rechazar uno de los modelos por este motivo. El motivo de
esta tendencia puede ser el sobreajuste.

Conclusiones del analisis

Aunque el método lasso es el que menos variables no causales incluye en el
modelo, es practicamente incapaz de identificar los cinco SNPs causales si-



34 3.2. Estudio del problema mediante métodos de regularizacion

multaneamente. Esto se debe a que cuando un grupo de variables estan muy
relacionadas entre si (en alto desequilibrio de ligamento), el método lasso
escoge solamente una de ellas. Por lo tanto, si el método ha seleccionado una
variable no causal pero que pareciera mas influyente en la respuesta por ca-
sualidad, serd muy complicado que la verdadera variable causal relacionada
con ella pase a formar parte del modelo. Esta conclusién es coherente con la
obtenida por Ayers y Cordell en [§].

En caso de estar interesados en identificar todos los SNPs causales, serd mas
conveniente utilizar el modelo elastic net. Al pasar, por ejemplo, de a@ = 1
a a = 0,75, la capacidad de identificar todos los SNPs causales simultédnea-
mente crece considerablemente. Es dificil escoger un valor de « concreto, ya
que éste dependera del niimero de SNPs no causales que aceptemos incluir
en el modelo.



Conclusiones del trabajo

La realizacién de este trabajo me ha permitido introducirme en el mundo
de la bioestadistica y trabajar con problemas estadisticos que surgen en el
campo de la genética. De esta manera, he podido observar algunas de las
peculiaridades que presentan este tipo de problemas.

He entendido las limitaciones que tienen los métodos estadisticos estudiados
durante el grado a la hora de abordar problemas de dimensiones altas como
los estudios de asociacién del genoma completo y he analizado herramien-
tas capaces de solventar dichas limitaciones, centrandome en las técnicas de
regularizacién. He trabajado también con paquetes y funciones de R nuevos
para mi, desarrollando una mayor destreza para programar e interpretar re-
sultados y graficos.

He estudiado un tema aun abierto y en constante desarrollo, por lo que
si bien no he podido demostrar cudl serd la herramienta éptima para resol-
ver el problema, he tenido acceso a una gran cantidad de informacién actual
y a estudios cuya finalidad era comparar algunos de los diferentes métodos
estadisticos utilizados en estudios de asociacion genética.

Todo esto me ha ayudado a tener una vision méas amplia de la estadistica y

a percatarme de la necesidad de desarrollar nuevas técnicas para abordar los
distintos tipos de problemas que precisan de la estadistica para ser resueltos.
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Apéndice A

Principales comandos de R
utilizados

A continuaciéon mostramos una parte del cédigo utilizado en R para obtener
los resultados del capitulo 3.

El paquete de R més utilizado a lo largo del trabajo ha sido glmnet. En
[12] se explican todas las caracteristicas del mismo. Para utilizar las funcio-
nes del paquete, ha sido suficiente con cagar el paquete y los datos.

library (glmnet)

geno <- read.table("C:/glmnet/Genotypes.txt")
pheno <- read.table("C:/glmnet/Phenotypes.txt")
genol <- as.matrix(geno) #forma matricial
phenol <- pheno[,1] #forma vectorial

Estos son los comandos utilizados para ajustar los modelos lasso, ridge y
elastic net con todos los datos y para 100 valores diferentes de A:

fit_lasso <- glmnet(genol,phenol,family="binomial",alpha
=1,nlambda=100)

fit_ridge <- glmnet(genol,phenol,family="binomial",alpha
=0,nlambda=100)

fit_enet <- glmnet (genol,phenol,family="binomial",alpha
=0.4,nlambda=100)

La funcién cv.glmnet, que escoge el mejor A por validacién cruzada se aplica
de la siguiente manera:
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lasso_cv <- cv.glmnet (genol,phenol,family="binomial",

alpha=1)

ridge_cv <- cv.glmnet (genol,phenol,family="binomial",
alpha=0)

enet_cv <- cv.glmnet (genol,phenol,family="binomial",alpha
=0.4)

Para generar las gréficas que muestran la evolucién de los coeficientes en
funcién de A hemos utilizado el siguiente comando:

plot (modelo ajustado, xvar="lambda", label=TRUE)

En cuanto a los comandos utilizados para medir la capacidad predictiva de
los modelos, hemos usado el ztabs para crear las tablas de clasificacion y el
paquete pROC para generar las curvas ROC. Toda la informacién acerca de
este paquete estd en [13].

contin <- xtabs(“y+yhat, data=datos) #’datos’ contiene
los fenotipos reales, las probabilidades estimadas y
los fenotipos estimados

library (pROC)
ROC <- roc(datos$y, datos$phat)

plot (ROC,legacy.axes=TRUE,print.thres=TRUE, print.auc=
TRUE)



Bibliografia

1]

J. A. Riancho, (2012). Enfermedades complejas y anélisis genéticos
por el método GWAS. Ventajas y limitaciones. Reumatologia Clinica,
8(2):56-57.

J. M. Soria, J. F. Dilmb, J. Martnez-Gonzlez, M. Camacho,
C. Rodrguez, J. M. Romero, S. Bellmuntb, J. R. Escudero,L. Vilac,
(2010). Métodos de estudio de las enfermedades complejas: aneuris-
mas de la aorta abdominal. Angiologia, 62(2):58-64.

D. J. Balding, (2006). A tutorial on statistical methods for population
association studies. Nature Reviews Genetics 7, 781-791.

G. James, D. Witten, T. Hastie, R. Tibshirani,(2015). An Introduc-
tion to Statistical Learning with Applications in R, 6** printing.

A. E. Hoerl, R. W. Keenard, (1970). Ridge regression: Biased esti-
mation for nonorthogonal problems. Technometrics 12: 55-67.

R. Tibshirani, (1996). Regression shrinkage and selection via the
LASSO. J R Statist Soc, 58:267-288.

H. Zou, T. Hastie, (2005). Regularization and variable selection via
the elastic net. J R Statist Soc B, 67(2):301-320.

K. L. Ayers, H. J. Cordell, (2010). SNP Selection in Genome-Wide
and Candidate Gene Studies via Penalized Logistic Regression. Ge-
net. Epidemiol. 34:879891.

P. Waldmann, G. Mszros, B. Gredler, C. Frst, J. Slkner, (2013). Eva-
luation of the lasso and the elastic net in genome-wide association
studies. Frontiers in Genetics Vol.4, Article 270.

T.T. Wu, Y. F. Chen, T. Hastie, E. Sobe, K. Lange, (2009). Genome-
wide association analysis by lasso penalized logistic regression. Bio-
informatics 25(6): 714-721.

39



40

Bibliografia

[11]

[12]

[13]

[14]

J. H. Friedman, T. Hastie, R. Tibshirani, (2010). Regula-
rization Paths for Generalized Linear Models via Coordina-
te Descent. Journal of Statistical Software, 33(1):1-22. URL
https://www.jstatsoft.org/article/view/v033i01 .

J. Friedman, T. Hastie, N. Simon, R. Tibshirani, (2016). Lasso and
Elastic-Net Regularized Generalized Linear Models. Version 2.0-5.
URL http://www.jstatsoft.org/v33/i01/ .

X. Robin, N. Turck, A. Hainard, N. Tiberti, F. Lisacek, J.C. Sanchez,
M. Mller. (2015). Display and Analyze ROC Curves. Version 1.8.
URL http://expasy.org/tools/pROC/ .

S.  Castro, L. Mateus. (2012). Técnicas de regulari-
zacion  para  regresion en  grandes  dimensiones.  Apli-
cacién a estudios de asociacién genética. URL:
http://conferencias.unc.edu.ar/index.php/xclatse/clatse2012/
paper/ view/645/93

P. Cacheiro. (2011). Métodos de seleccién de variables en estudios de
asociacién genética. Aplicacién a un estudio de genes candidatos en
Enfermedad de Parkinson. Proyecto Fin de Méaster. URL: http:// eio.
usc.es/pub/mte/descargas/ProyectosFinMaster /Proyecto_608.pdf



